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ВОПРОСЫ ОПТИМИЗАЦИИ РАБОТЫ ПРОЕКТОВ  
С ПРИМЕНЕНИЕМ МАШИННОГО ЗРЕНИЯ НА БАЗЕ 

УСТРОЙСТВ ИНТЕРНЕТА ВЕЩЕЙ 

Создание проектов с применением нейронных сетей глубокого обучения часто связано  
с решением ряда технических задач: выбор сенсоров для получения качественных входных данных 
при умеренных затратах, оптимизация использования вычислительных ресурсов аппаратной плат-
формы (особенно, если речь идёт об устройствах Интернета вещей – IoT), подготовка качественных 
обучающих датасетов и реализация их возможностей. Цели исследования – формулирование 
принципов решения перечисленных задач и разработка метода повышения качества распознава-
ния для случаев, когда базовые решения достигли максимума своей эффективности.  
В данной статье это будет продемонстрировано на примере проекта Sortomat – автомата по приёму 
у населения перерабатываемой упаковки от различных товаров. Методика исследования базиру-
ется на применении воссоздаваемых результатов в ходе серии экспериментов и при математиче-
ском моделировании. Результатом является модификация автомата, которая с точки зрения прак-
тической значимости позволяет, сохраняя общую стоимость технического проекта, улучшать ряд 
характеристик Sortomat. Так, в качестве сенсоров в Sortomat выбраны камеры, позволяющие полу-
чать видеосигнал. Это значительно дешевле применения более сложных устройств анализа объек-
та, но позволяет добиться в большинстве случаев аналогичного качества распознавания. Для оп-
тимизации использования вычислительных ресурсов применяются оптимизатор Adam и цикличе-
ское обучение. Это позволило уменьшить вес файла, описывающего веса, в два раза без потери 
качества распознавания (с сохранением уровня количества ошибок первого и второго порядка). При 
создании датасетов применяются алгоритм поиска области интереса на изображении и мажоритар-
ная система распознавания объекта. Область интереса позволяет значительно снизить объём 
«бесполезной» информации на входах систем. Это повышает общее качество выборки (присутст-
вуют только искомые объекты). Мажоритарная система позволяет принимать решения в ситуациях, 
когда объект оказывается похож на два и более объектов из разных классов. Она, методом весовых 
коэффициентов, определяет достоверность результатов по каждому из датасетов и выносит общий 
вердикт о принадлежности объекта к классу.  

Ключевые слова: Интернет вещей, нейронная сеть глубокого обучения, машинное зре-
ние, область интереса.  
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ISSUES OF OPTIMIZING OF PROJECTS COMPUTER VISION  
ON THE BASIS ON DEVICES INTERNET OF THINGS 

Creating projects using deep learning neural networks is often associated with solving a number of 
technical problems: choosing sensors to obtain high-quality input data at a moderate cost, optimizing the 
use of hardware platform computing resources (especially when it comes to Internet of Things devices - 
IoT), preparing high-quality training datasets and realizing their capabilities. The purpose of the study is to 
formulate principles for solving these problems and to develop a method for improving the quality of recog-
nition for cases when basic solutions have reached the maximum of their effectiveness. In this article, this 
will be demonstrated on the example of the Sortomat project - a machine for receiving processed packag-
ing from the population from various goods. The research methodology is based on the use of recreated 
results during a series of experiments and mathematical modeling. The results are a modification of the 
machine, which, in terms of practical significance, allows, while maintaining the total cost of the technical 
project, to improve a number of Sortomat characteristics. Cameras are selected as sensors in it, allowing to 
receive a video signal. This is much cheaper than using more complex devices for analyzing an object, but 
it allows achieving, in most cases, a similar quality of recognition. The Adam optimizer and loop learning 
are used to optimize the use of computational resources. This made it possible to reduce the weight of the 
file describing the weight by half without losing the quality of recognition (while maintaining the level of the 
number of errors of the first and second order). When creating datasets, an algorithm for searching for a 
region of interest in an image and a majority object recognition system are used. The region of interest can 
significantly reduce the amount of "useless" information at the input of systems. This improves the overall 
quality of the sample (only the desired objects are present). The majority system allows making decisions 
in situations when an object is similar to two or more different classes of objects. Using the method of 
weighting factors, it determines the reliability of the results for each of the datasets and makes a general 
verdict on the belonging of the object to the class. 

Keywords: internet of things, deep learning neural network, machine vision, region of interest. 

Введение 
В последние годы данные часто называют нефтью и золотом  

XXI века. Поскольку потребители, предприятия и другие организации 
генерируют данные с беспрецедентной скоростью, предприятия ищут 
эффективные способы анализа данных и получения информации, кото-
рая могла бы помочь им улучшить свои бизнес-процессы и оптимизиро-
вать принятие решений. В этом контексте они все чаще разрабатывают  
и внедряют системы и технологии искусственного интеллекта (ИИ), ко-
торые помогают им автоматизировать бизнес-процессы и принимать бо-
лее обоснованные бизнес-решения. В течение последнего десятилетия 
интерес к машинному обучению (ML) в основном вращался вокруг глу-
бокого обучения (DL) [1–4, 8], особого сегмента ML, который фокуси-
руется на глубоких нейронных сетях (DNN). DNN – это нейронные сети 
с несколькими слоями нейронов между входом и выходом.  
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Приложения машинного обучения работают на различных типах 
устройств благодаря инструментам и методам, которые позволяют раз-
рабатывать и развертывать модели машинного обучения на узлах с ог-
раниченными ресурсами – устройств Интернета вещей (IoT) [5, 8].  
В последнем случае приложения машинного обучения удобно назы-
вать устройствами AIoT (искусственный интеллект в IoT). Однако  
в реализации подобных решений имеются проблемы [6–8]. 

Reverse vending machine (RVM) – это автомат, позволяющий лю-
дям возвращать использованную тару для напитков на переработку за 
вознаграждение. Обычно автомат устроен таким образом, чтобы воз-
вращать конечному пользователю сумму, эквивалентную стоимости 
сданной тары. Машины распознают каждый материал собранной тары, 
сортируют и уплотняют их в «пакеты», готовые к переработке [9]. Бла-
годаря компактности и чистоте фракции, получаемой в результате тако-
го подхода, стоимость каждого пакета выше, чем неуплотнённого не-
сортированного мусора такого же объёма. На примере данного проекта 
будут рассмотрены основные проблемы схожих решений. 

Проблемы реализации систем машинного зрения 
Самая сложная задача при создании такого автомата – распознава-

ние материала. Для этого, как правило, используют следующие методы: 
– контроль материала контейнера (например, с помощью  

ИК-спектрометра); 
– контроль формы контейнера; 
– контроль штрихкода. 
Эти три основные процедуры контроля позволяют почти гаранти-

рованно распознавать материал, но являются достаточно дорогими  
в плане реализации и эксплуатации. Благодаря современным технологи-
ям компьютерного зрения мы смогли разработать еще один вид эффек-
тивных и недорогостоящих RVM, имеющих схожую функциональность. 
Данный проект называется Sortomat. Особенностью нашего проекта яв-
ляется то, что он основан на распознавании объектов нейронными сетя-
ми, используя одноплатный компьютер IoT – Raspberry PI 4. Автомат 
оснащён  экраном, камерой и некоторыми датчиками, позволяющими 
быстро и качественно взаимодействовать с пользователем. Преимуще-
ство такого подхода заключается в том, что он не зависит от обновления 
баз данных штрихкодов, ему неважно наличие неповреждённой упаковки 
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(автомат принимает упаковку без этикеток, имеющую загрязнение,  
с допустимой деформацией формы), и, главное, не требуется идеальных 
условий для полноценной работы распознающего устройства. Нейрон-
ная сеть обучается на фотографиях банок, PET-бутылок, HDPE-контей-
неров и определяет основные функции, необходимые для классифика-
ции. Благодаря этой особенности любое новое изображение может быть 
идентифицировано как совокупный класс, если контейнер обладает со-
ответствующими признаками, что допускает создание полностью авто-
номного устройства при использовании данного подхода. 

Следующей проблемой в реализации подобного автомата являет-
ся оптимизация такого процесса распознавания. На одноплатном ком-
пьютере запускается нейронная сеть, которая на основе поступающей 
входной информации с видеокамер принимает решение. Однако такой 
компьютер обладает ограниченной вычислительной мощностью, что 
чаще всего вызывает сбои в работе программы или достаточно замет-
ные замедления процесса распознавания объекта. По этой причине  
к нейронной сети, помимо высокой точности, необходимо предъявлять 
дополнительные требования – высокое быстродействие и малый объем 
занимаемой памяти. Проблема заключается в преобразовании обучен-
ной нейронной сети таким образом, чтобы ее быстродействие увеличи-
лось, размер модели нейронной сети уменьшился, а точность при этом 
осталась прежней или уменьшилась незначительно. Основываясь на 
ранее проведённых исследованиях по выбору архитектуры нейронной 
сети, в автомате используются два типа сетей – MobileNet и LeNet, ко-
торые относятся к сетям глубокого обучения и дают наибольшую точ-
ность среди других рассмотренных архитектур. 

Для обучения использует уникальный набор изображений, полу-
ченный непосредственно автоматом Sortomat. База изображений разде-
лена по материалу предмета и категории (пищевой контейнер, химиче-
ский контейнер и т.д.). Вся база фотографий поделена на обучающую  
и тестовую выборки в соотношении 80/20. Для обучения используются 
облачное вычисление Cloud TPU и фреймворк TensorFlow. Тензорный 
процессор (TPU) Google – интегральная схема специального назначения 
(ASIC), разработанная компанией Google для выполнения задач по ма-
шинному обучению. Он работает в основных продуктах Google, вклю-
чая Translate, Photos, Search Assistant и Gmail. Преимущества облачного 
TPU связаны с масштабируемостью и лёгкостью использования для всех 
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разработчиков и специалистов по изучению данных, запускающих пере-
довые модели машинного обучения в облаке Google. TensorFlow – от-
крытая программная библиотека для машинного обучения, разработан-
ная также компанией Google для решения задач построения и трениров-
ки нейронной сети с целью автоматического нахождения и классифика-
ции образов с достижением качества человеческого восприятия. Основ-
ной язык для работы с библиотекой реализован для Python, а также су-
ществуют реализации для R, C Sharp, C++, Haskell, Java, Go и Swift. Для 
выполнения задач непосредственно в автомате Sortomat применяется 
TensorFlow Lite – это платформа машинного обучения с открытым ис-
ходным кодом, позволяющая использовать TensorFlow в IoT и мобиль-
ных устройствах за счёт оптимизированных и облегчённых алгоритмов 
и принципов работы с памятью. 

Для оптимизации нейронной сети используются оптимизатор Ad-
am и циклическое обучение. Нейронная сеть на базовой тестовой вы-
борке достигла общей точности 97 %, а по отдельно взятым классам 
превышает 99 %. Были проведены эксперименты по выбору метода 
квантования нейронной сети для уменьшения занимаемой памяти  
с минимальными потерями точности и скорости. Среди нескольких ти-
пов квантования (квантование динамического диапазона, квантование 
с репрезентативным набором данных, целочисленное квантование  
с репрезентативным набором данных, квантование во float16) выбран 
тип квантования float16, поскольку с его помощью файл весовых ко-
эффициентов уменьшается на 50 %, а точность нейронной сети и ско-
рость остаются прежними. 

Однако, насколько бы эффективно нейронная сеть не распознава-
ла базовый набор изображений, всегда будут находиться такие приме-
ры, которые будут определяться неправильно – примеры, находящиеся 
на границе классов (рис. 1). В представленном случае достаточно на-
глядно видно, что есть объекты, значительно отличающиеся друг от 
друга (в понимании нейронной сети) – они разнесены в разные углы 
диаграммы. Однако имеются и примеры, которые достаточно похожи 
друг на друга – HDPE-контейнеры с вытянутым горлышком и матовые 
белые PET-бутылки. Часть таких объектов оказывается при тестирова-
нии распознана неправильно – красные и оранжевые точки. 

Это является основополагающей проблемой состязательного 
обучения (англ. Adversarial training). Для решения этой проблемы часто 
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предлагают расширять обучающую выборку за счёт именно таких по-
граничных примеров [10]. Недостаток данного метода достаточно оче-
виден: на каждой итерации обучения, на каждый пример, мы можем 
сгенерировать очень большое количество примеров, соответственно,  
и время на обучение модели возрастает многократно, что противоречит 
предшествующему пункту. Кроме того, при чрезмерном включении 
таких примеров в выборку значительно снижается чувствительность 
нейронной сети по признакам базовых примеров, размывая границы 
между классами. Для решения данной проблемы мы предлагаем ис-
пользовать области интереса (англ. Region of Interest, ROI) и группы 
нейронных сетей, управляемых мажоритарным способом. 

 
Рис. 1. Совокупность объектов классов PET и HDPE 

Принцип работы ROI [11–13] обусловлен целью убрать все лиш-
ние данные, оставляя только необходимые для обработки. При распо-
знавании изображения ставится цель обнаружить интересующий объ-
ект на изображении и вырезать его из остального фона. В нашем слу-
чае алгоритму необходимо будет ограничить область изображения, по-
даваемую на вход нейронной сети. 

В электронике мажоритарным элементом (мажоритарным клапа-
ном) называют логический элемент из класса пороговых, с чётным или 
нечётным числом входов и одним выходным сигналом, значение кото-
рого совпадает со значением на большинстве входов. При чётном чис-
ле входов большинством считается «n/2+1», соответственно, «n/2»  
к большинству не относится. Для автомата предложено использовать 
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аналогичный подход: если большинство сетей уверено, что на изобра-
жении бутылка из класса PET, то это решение и будет принято как ре-
зультирующее. 

Используя эти два подхода, процесс распознавания можно разбить 
на два этапа. Первый этап выполняется системой грубого поиска. Её ос-
новной задачей является обнаружение объекта и выделение области ин-
тереса с помощью быстрых алгоритмов машинного зрения. Применение 
сложных алгоритмов и нейронных сетей на данном этапе возможно, ес-
ли процесс сортировки не имеет жёстких временных ограничений. На 
этом этапе должны выполняться все действия, направленные на повы-
шение качества изображения перед конечным этапом сортировки: про-
верка наличия объекта в отсеке приема и определение его ROI, обрезка 
изображения по границам ROI (рис. 2), проверка расфокусировки и сма-
занности изображения [14–25].  

 
Рис. 2. Пример нахождения ROI и обрезка изображения по заданным границам 

В качестве датчиков можно использовать как обычные видеокаме-
ры для получения изображения отсека, так и дополнительные – сенсоры 
ближнего или дальнего инфракрасного диапазона. Они позволяют игно-
рировать случайное загрязнение отсека, отсекать возможные блики  
и т.п. Этот этап позволяет получать более чистые входные данные ней-
ронной сети, отсекая излишнюю информацию, способную дать ложные 
признаки для класса (рис. 3). 

Второй этап – точный поиск. Блок нейронных сетей для точного 
поиска может состоять из одной или нескольких сетей. Для случая 
единственной нейронной сети обучение должно показывать макси-
мально достижимый результат. Главным преимуществом такого ва-
рианта являются малая ресурсозатратность и относительно высокая 
скорость обработки. Это достигается за счёт предварительной подго-
товки изображения на первом этапе. Однако данный метод часто  
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будет страдать от случаев, когда признаки классов будут совпадать, – 
такие объекты могут быть идентифицированы неправильно. Парал-
лельное использование нескольких нейронных сетей позволяет сни-
зить влияние этого фактора на конечный результат, но при этом зна-
чительно повышает ресурсозатратность и может негативно влиять на 
общее время распознавания объекта. 

 
Рис. 3. Пример изображений, поступающих на вход нейронной  

сети напрямую с камеры и с обрезкой по контурам ROI 

Суть метода, как было отмечено выше, заключается в реализации 
согласованной работы некоторого количества нейронных сетей. Прин-
ципы и методы обучения при постановке этого эксперимента не имеют 
значения, так как не будут оказывать прямого влияния на предлагае-
мый метод. Для оценки возможностей сетей необходимо провести се-
рию тестовых распознаваний идентичных объектов для получения на-
чальной статистики их эффективности. 

Допустим, что в нашем распоряжении имеются три варианта 
обученной нейронной сети (табл. 1, 2 и 3): 

Таблица 1 

Результаты обучения нейронной сети на первом датасете 

Первый 
датасет Ошибок Точность,% Ошибочно 

PET 
Ошибочно 

HDPE 
Ошибочно 

ALU 
PET 143 52 – 94 49 

HDPE 35 88 35 – 0 
ALU 13 96 8 5 – 
Всего 191 79 43 99 49 
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Таблица 2 

Результаты обучения нейронной сети на втором датасете 

Второй 
датасет 

Ошибок 
Точность, 

% 
Ошибочно 

PET 
Ошибочно 

HDPE 
Ошибочно 

ALU 
PET 83 72 – 71 12 

HDPE 152 49 147 – 5 
ALU 8 97 8 0 – 
Всего 243 73 155 71 17 

Таблица 3 

Результаты обучения нейронной сети на третьем датасете 

Третий 
датасет 

Ошибок 
Точность, 

% 
Ошибочно 

PET 
Ошибочно 

HDPE 
Ошибочно 

ALU 
PET 75 75 – 63 12 

HDPE 51 83 36 – 15 
ALU 36 88 25 11 – 
Всего 162 82 61 74 27 

Они имеют как свои плюсы, так и минусы, общая точность рас-
познавания выше у третьего варианта (82 %), однако сеть чаще ошиба-
ется в определении классов HDPE и ALU по сравнению со вторым ва-
риантом. Эти данные получены при анализе тестовой выборки, со-
стоящей из 900 изображений (300 уникальных изображений каждого 
из классов). Анализ проводился для каждого из трёх вариантов ней-
ронных сетей. Результаты проанализированы как по общим парамет-
рам, так и по каждому классу в отдельности. 

Как видно из результатов, ни одна обученная нейронная сеть не 
может показать достаточно качественного распознавания объекта  
и часто путает классы. Это происходит прежде всего из-за того, что 
тестовая выборка содержит фотографии реальных объектов, которые 
деформируются пользователями перед сдачей в автомат (рис. 4), а так-
же объектов, изначально достаточно похожих друг на друга (рис. 5). 
Добиться идеального распознавания в подобных случаях сложно, так 
как часть признаков классов имеет много общего и может быть не вос-
принята даже человеком. 
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Рис. 4. Ошибочно распознанные деформированные  

объекты класса PET и ALU 

 
Рис. 5. Ошибочно распознанные похожие объекты класса PET и HDPE 

Для правильной совместной работы нейронных сетей определя-
ются веса, контролирующие степень доверия к результатам распозна-
вания. Они могут быть выбраны равновесно (в зависимости от количе-
ства нейронных сетей) или асимметрично (в зависимости от точности 
распознавания каждой конкретной сети). В табл. 4 приведён пример 
асимметричных весов для рассмотренных выше нейронных сетей, рас-
считанный, исходя из их точности определения каждого из классов: 

     
       

        
 
   

,          (1) 

где i – класс, j – номер нейронной сети, N – количество изображений 
класса в тестовой выборке, R – количество ошибок при распознава-
нии класса нейронной сетью. Таким образом, в случае, если первая  
и третья нейронные сети сообщат, что объект принадлежит классу 
PET, а вторая – HDPE, то окончательное решение будет следующим: 
PET (0,26 + 0,38 > 0,22). Подобное решение значительно уменьшает 
чувствительность системы в целом к пересекающимся классам и по-
зволяет обучать нейронные сети лишь с упором на один конкретный 
класс. Результаты эксперимента представлены в табл. 5 и на рис. 6. 



Вопросы оптимизации работы проектов с применением машинного зрения  
 

15 

Таблица 4 

Вес результата распознавания 

Класс Первый 
датасет 

Второй 
датасет 

Третий 
датасет 

PET 0,26 0,36 0,38 
HDPE 0,40 0,22 0,38 
ALU 0,34 0,35 0,31 

Таблица 5 

Результаты работы мажоритарной системы 
Маж. 

система Ошибок Точность, % Ошибочно 
PET 

Ошибочно 
HDPE 

Ошибочно 
ALU 

PET 83 72 – 63 12 
HDPE 46 85 36 – 15 
ALU 9 97 25 11 – 
Всего 138 85 61 74 27 

 

 
Рис. 6. Сопоставление результатов распознавания классов отдельными  

нейронными сетями и мажоритарной системой 

В данном частном случае наблюдается компенсация в «прова-
лах» эффективности распознавания каждой отдельной сети за счёт 
подключения сетей, более правильно распознающих конкретный 
класс. В соответствии с этим общая эффективность распознавания 
тоже увеличивается. 

Применение данного метода при накоплении изображений сда-
ваемой тары позволяет создавать датасеты лучшего качества (по срав-
нению с накоплением обычных изображений, полученных от камеры). 
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Они позволяют избавиться от таких основных недостатков, как лож-
ные срабатывания при изменении освещения в отсеке (чаще всего из-за 
бликов), ошибки при тренировке, связанные с «заученностью сцены», 
приводящие к переобучению. 

Заключение 

В ходе исследования был сформирован набор методов и подхо-
дов, позволяющих значительно повысить качество работы автомата 
Sortomat и снизить издержки, связанные с плохой оптимизацией сис-
темы принятия решения. Аналогичные шаги могут быть предприняты 
и к схожим проектам, опирающимся на теже принципы функциониро-
вания. Новизна полученных данных заключается в выдвижении набора 
современных методов, позволяющих при их совместном использова-
нии улучшить технические характеристики систем распознавания, дос-
тигших своего  аппаратного предела. Однако данные подходы могут 
значительно усложнять техническую реализацию проекта, так как по-
вышают количество предварительной подготовки к обучению и слож-
ность программной составляющей проекта. 

В перспективе предполагаются следующие направления даль-
нейших исследований в рамках рассматриваемой тематики: 

1) повышение количества одновременно используемых нейрон-
ных сетей в рамках ограниченных вычислительных мощностей; 

2) исследование принципов искусственной генерации данных для 
обучения и их влияния на предложенные мажоритарные системы рас-
познавания; 

3) использование других методов оптимизации вычислений ней-
ронной сети – кластеризация весовых коэффициентов и сокращение 
избыточных нейронов. 

Исследование выполнено при финансовой поддержке правитель-
ства Пермского края в рамках научного проекта № С26/174.6. 
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